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Kivonat Cikkünkben magyar nyelvű radiológiai leletek automatikus fel-
dolgozásának módszeréről és kezdeti kísérleteink eredményeiről számo-
lunk be. Először bemutatjuk a felhasznált adatbázist és az alkalmazott
annotációs elveket, majd ismertetjük kísérleti módszereinket. Bemutat-
juk eredményeinket, ezt követően pedig ismertetjük a rendszer jelenlegi
erősségeit és gyengébb pontjait, végül szót ejtünk a továbbfejlesztési le-
hetőségekről is.
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1. Bevezető

A klinikai gyakorlatban óriási mennyiségű dokumentum keletkezik nap mint nap,
melyek között találhatunk leleteket, zárójelentéseket, orvosi lapokban megjele-
nő publikációkat. Ez a hatalmas szövegmennyiség rengeteg nyers adatot rejt
magában, melyek kiaknázásában az informatika egy részterülete, a számítógé-
pes nyelvészet (natural language processing, NLP) nyújthat segítséget. Az in-
formációkinyerés feladata, hogy nagy mennyiségű strukturálatlan vagy gyengén
strukturált szövegből automatikus eszközökkel összegyűjtse a szövegben meglé-
vő információt. Egy jellemző példa lehet a fehérje–fehérje interakciók kinyerése
biológiai szövegekből, ahol a különféle biológiai entitások közti kapcsolatokat
kell összegyűjteni. Angol nyelvre már jó ideje léteznek olyan automatizált meg-
oldások, melyek az orvosi szövegekben rejlő információ kiaknázására törekednek,
lásd például a páciens dohányzási szokásainak vagy elhízottságának megállapí-
tása orvosi zárójelentések alapján [1,2], a magyar nyelvű orvosi NLP-vel azonban
viszonylag kevés munka foglalkozott eddig (lásd pl. [3]).

Ebben a munkában radiológiai leletek automatikus feldolgozásával foglal-
kozunk. Míg angol nyelvű radiológiai leletek feldolgozására születtek már szép
eredmények [4], tudomásunk szerint magyar nyelvű leleteket e szempontból még
nem vizsgáltak. Célunk, hogy a leletekből minél több olyan információt nyerjünk
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ki automatikus módszerekkel, melyek megkönnyítik a klinikus munkáját. E fel-
adat szakszerű megvalósításához csapatunkban orvos, informatikus és nyelvész
kollégák működnek együtt. A továbbiakban részletesen bemutatjuk a felhasznált
anyagokat és módszereket, majd ismertetjük elért eredményeinket, végül szót
ejtünk a kutatás lehetséges további irányairól is.

2. Motiváció

A radiológiai klinikai gyakorlatban a betegről először elkészül egy modern képal-
kotó eljárással (például CT, MRI, esetleg röntgen) létrehozott felvétel, melynek
alapos vizsgálata során a radiológus szakértő megállapítja az esetleges eltéré-
seket, rendellenességeket, adott esetben diagnosztizálja a betegséget. Szükség
esetén a betegről rendelkezésre álló korábbi leleteket, radiológiai felvételeket is
tanulmányozza a minél pontosabb véleményalkotás érdekében. Végül mindezt le-
letbe foglalja, ahol a fentiek szöveges összegzésén kívül diagnosztikai véleményt
kell alkotnia, illetve további vizsgálatokra, terápiára is tehet javaslatot. A mun-
kában egy automatikus diktálórendszer is segíti. A fentieket az 1. ábrán láthatjuk
összefoglalva.

Radiológus

Gerinc MR-felvétel Lelet Vélemény

1. ábra: A radiológus munkája a vizsgálat után

Cikkünk fő célja, hogy megkönnyítsük a radiológus szakember munkáját. En-
nek első lépése lehet a leletek automatikus kivonatolása, azaz kezdeti feladatként
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fel kell ismernünk a lelet szövegében található legfontosabb kifejezéseket. Ilye-
nek lehetnek például az egyes testrészek, elváltozások, betegségek nevei stb.,
illetve a köztük levő kapcsolatok. Ha ezeket az információkat automatikus úton
képesek vagyunk kinyerni, a következő lépcsőben automatikus eszközökkel ge-
nerálhatunk egy diagnosztikai véleményt, melyet használatkor természetesen a
radiológus szakember felülvizsgál, szükség esetén felülbírál. A kutatás jelen fázi-
sában a lelet szövegében található fontos kifejezések minél pontosabb kinyerésére
törekszünk: cikkünk további részében ennek folyamatát és jelenlegi eredményes-
ségét taglaljuk részletesen.

3. Annotáció

Jelen munkában gerinc MR-leletekkel dolgozunk, melyeket a Szegedi Tudomány-
egyetem Radiológiai Klinikájának munkatársai bocsátottak rendelkezésünkre. A
leletekben található személyes jellegű adatokat természetesen az adatvédelmi elő-
írásoknak megfelelően kezeljük vizsgálataink során. Kísérleteinkben 250 lelettel
dolgozunk, azonban a későbbiekben várható a leletállomány kibővülése is.

Az adatok megfelelő annotációja a sikeres gépi tanulás alapfeltétele. Ehhez
pedig létfontosságú a megfelelően letisztázott alapelvek lefektetése. Ennek érde-
kében radiológus, informatikus és nyelvész részvételével több találkozón, itera-
tívan fejlesztettük ki jelenleg használt annotációs módszerünket. A találkozókra
egységesen kijelölt 10 darab leleten végeztek a résztvevők annotációt a korábban
megbeszélt elvek szerint. A tényleges annotáció már az így kialakított elvek alap-
ján történt, a munkához a Brat annotációs eszközt [5] használtuk fel, amelyet a
kialakított módszer alapján konfiguráltunk.

A következő címkék jelölésének szükségességét állapítottuk meg:

Testrész: Az emberi test egy olyan része, amelyet egy átfogó névvel megnevez-
hetünk. Például szolgálhatnak rá a 2. ábrán látható kifejezések.

L.V. csigolya 
Testrész

discuson 
Testrész

2. ábra: Testrész-ként annotált kifejezések

Hely: Egy helyet ír le az emberi testen belül. Nagy átfedésben van a Testrész
címkével, viszont több különböző testrészt és azok viszonyait is felölelheti, az
elváltozás helye gyakran ilyen formában van megadva. Példát láthatunk rá a 3.
ábrán.

Elváltozás: Az elváltozás, vagy esetleg az elváltozás hiánya, amit a szöveg álta-
lában megállapít. Ilyenek például a 4. ábrán látható kifejezések.
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Ebben a magasságban csigolyatestek egymás felé tekintő peremszélei 
TestrészTestrész

Hely

3. ábra: Hely-ként annotált kifejezés

Protrusio 
Elváltozás

épek.
Elváltozás

4. ábra: Elváltozás-ként annotált kifejezések

Tulajdonság: Olyan módosító kifejezések, amelyek valamilyen tulajdonságot ne-
veznek meg a leleten belül. Módosíthatják vagy pontosíthatják egy Elváltozás
típusát, vagy leírhatják annak fokozatát vagy mértékét is. Mindkettőre láthatunk
példát az 5. ábrán látható mondatban.

A L.I. discus 4 mm-es körkörös protrusioja látható.
Testrész Tulajdonság Tulajdonság Elváltozás

5. ábra: Egy mondat Tulajdonság-ként annotált kifejezésekkel

Az entitások közötti relációk közül csupán egyfélét engedtünk meg, ezt Részei
relációnak hívtuk. Ilyen kapcsolatot azonos címkével ellátott kifejezések között
állapítottunk meg, ha úgy találtuk, hogy valójában ugyanazon kifejezés része-
it képezik. A reláció fő célja, hogy a kifejezés belsejébe ékelődött egyéb szavak
kihagyhatók legyenek a jelölésből. A 6. ábrán látható példa ábrázolja. A feldol-
gozáskor ezeket a szövegbeli előfordulás sorrendjében kötjük össze és tároljuk
egyetlen Elváltozásként.

rostjait kissé diszlokálja 
Elváltozás Tulajdonság Elváltozás

Elváltozás részei

6. ábra: Részei reláció egy beékelődött Tulajdonság fölött

A találkozók során felmerült kérdések alapján arra jutottunk, hogy a tagadást
és bizonytalanságot jelző kifejezéseket nem jelöljük a feladat jelen fázisában, no-
ha a későbbiekben erre mutatkozhat igény. Ezenkívül számos lelet tartalma egy
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előző leletre épít, és ehhez viszonyít, mint például „A 2017-es vizsgálathoz ké-
pest...” típusú mondatokat tartalmazók, amelyek az elváltozásban bekövetkezett
változásokra vonatkoznak legnagyobb részben. Ezen leletek automatizált mód-
szerrel kiszűrésre kerültek, ugyanis az anonimizálás után, és mert egyetlen hónap
vizsgálatainak leletei álltak csak rendelkezésünkre, a visszakövetés nem megva-
lósítható. További kérdéses esetet jelentett például, ha az elváltozás a testrész
valamilyen tulajdonságára, például szélességére vonatkozik. Itt azt állapítottuk
meg, hogy az ilyen, aspektust leíró szavakat az elváltozás részének jelöljük, mint
„szélessége normális”’, és nem tulajdonságként, mivel a szó szervesen az elválto-
záshoz kapcsolódik, valamint nem is minden esetben lehetne tulajdonság címké-
vel sem ellátni. Erre mutat be egy például a 7. ábrán látható mondat.

A lumbalis lordosis íve normális.
Testrész Elváltozás

7. ábra: Egy testrész valamely aspektusának elváltozása

A jelen cikkben közölt eredményeink a Helyként annotált adatokat nem tar-
talmazzák, mivel ezek átfedésben lehetnek a Testrészekkel, illetve nagy mennyi-
ségű általános szót tartalmaznak, ezért a kiértékelést jelentősen komplikálnák.
Ezek az annotációk azonban a kutatás későbbi fázisaiban szintén nagyon hasz-
nosnak bizonyulnak, így szükségesnek láttuk keresésüket.

4. Kísérletek

Ebben a fejezetben bemutatjuk a leletekből történő információkinyerést végző
szekvenciajelölő osztályozónkat, illetve az ennek segítségével elért eredményein-
ket. A fejezet végén kitérünk a szekvenciajelölő pontosabbá tételének lehetősé-
geire.

4.1. Gépi tanulás

A teljes folyamat bemutatása a 8. ábrán látható. A leletek feldolgozása után
az annotációkat az eredeti leletekhez rendeljük, majd előkészítjük a gépi tanu-
láshoz az adatokat. Ez lesz az alapja a gépi tanulási szakasznak. A tanuláshoz
felhasznált címkék előfordulásainak darabszámát az 1. táblázat szemlélteti.

A testrészek, elváltozások, illetve tulajdonságok beazonosításával kapcsolat-
ban megfogalmazott szekvenciajelölési probléma megoldására egy feltételes való-
színűségi modellt (CRF) [6] hoztunk létre. A szekvenciajelölő modell létrehozása,
illetve tanítása a CRFsuite [7] csomag segítségével történt.

A szekvenciákban található tokensorozatok leírására az egyes tokenek, illetve
a környezetükben – tőlük legfeljebb kettő távolságra – található tokenek felszíni
jegyeiből származtattuk a jellemzőkészletet. A jellemzőteret alkotó indikátor-
változók magukat a szóalakokat, illetve a tokenekben előforduló nagybetűket,
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Feldolgozó
Annotáció

Modul

Feldolgozó
Lelet

Modul

CRF

Előkészítő
Tanítás

Modul

Modell
Betanult

Annotálás
(Brat)

Leletek

Annotációk

Tanítási
Bemenet

8. ábra: A tanulás folyamatának áttekintése

1. táblázat. Az egyes címkék előfordulási gyakorisága a tanító és teszt halmazon. A
semelyik érdemi címkével el nem látott tokenek számát az O jelű sor tartalmazza.

Címke tanító teszt

Testrész 3912 983
Elváltozás 5109 1323
Tulajdonság 2106 514
O 7547 1899

Összesen 18674 4719

illetve számjegyeket, kódolták. Az előzőeken túl az egyes tokenek szufixében álló
karakterkettesekből-és hármasokból is alkottunk jellemzőket. A karakterprefi-
xekből származtatott jellemzők használatára is tettünk kísérletet, azonban az
így kapott modellünk eredményessége elmaradt a kizárólag karakterszuffixeket
figyelembe vevőétől. A mondatokra, illetve tokenekre bontást a Spacy [8] nyílt
forrású szoftverkönyvtár segítségével végeztük megfelelő konfigurációval.

A jelen kísérletekben a Helyek címkézésére még nem törekedtünk, a Helyként
annotált tokeneket az annotálás során érdemi címkével el nem látottakkal azonos
módon kezeltük. Az annotációs módszereknél leírt Részei relációk a feldolgozás
korai fázisában feloldásra kerülnek.

4.2. Eredmények

A kísérleti eredmények a 2. táblázatban láthatóak. A gépi tanuláshoz a 250 le-
letből 80%-ot választottunk le tanulóhalmaznak, és a kapott modellt a maradék
20% leleten értékeltük ki. A kiértékelést címkénként végeztük el, tehát külön
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értékeltük ki a Testrész, Elváltozás és Tulajdonság címkéken mért teljesítményt.
Az F1 értékek 90% felett már jó eredményt mutatnak. A modell jó tulajdonsága,
hogy kiegyensúlyozott: közel azonos a pontosság (precision) és a fedés (recall)
értéke is, egyedül a Tulajdonság címke esetén alacsonyabb a fedés. A gerinc egy
meglehetősen specifikus területe az emberi testnek, ezért a Testrész címke ese-
tén valószínűleg egy viszonylag kis szókészletre tanulunk, így ebben az esetben
a 92,3%-os F1 érték még várhatóan növelhető lesz azáltal, ha például az egyes
szóalakok anatómiai atlaszokban való előfordulásának tényét további indikátor-
változók formájában beépítjük a modellünk jellemzőterébe.

2. táblázat. Információkinyerés eredmények CRF szekvenciajelölő használatával

Pontosság Fedés F1-érték Szupport

Testrész 0,931 0,916 0,923 983
Elváltozás 0,912 0,904 0,908 1323
Tulajdonság 0,917 0,837 0,875 514

Összesen 0,920 0,896 0,907 2820

Testrészek esetén tipikusnak mondhatóak azok a mondatok, ahol a mondat
elején, topik pozícióban szerepel a csigolya, melyről az orvos megállapításokat
tesz. Abban az esetben, ha a csigolya rövid jelölése önmagában szerepel (a csi-
golya szó nélkül) és nem kezdő pozícióban, a szekvenciajelölő már hajlamosabb
tévedni. Például a következő mondatokban az S.I. csigolyát a modell jelenleg
nem ismeri fel Testrészként: Az L.V. csigolya 3 mm t hátra csúszott az S.I. fölött
Az L.V. discus víztartalma és magassága csökkent enyhe centralis előboltosulása
a durazsákot eléri.

A modell szinte egyik lényeges szót sem ismerte fel a következő mondatban:
A L.IV V discus magasságában az anterior longitudinalis szalag vastagabb. Ezek
közül a vastagabb szó elváltozásra utal, amit a modell nem ismert fel annak el-
lenére hogy nehezebb kifejezésekkel is megbirkózik. Szintén gondot jelentett a
két latin kifejezés is. Hasonló mondatok esetén felmerül a tanító minta méreté-
nek kérdése, itt úgy gondoljuk, hogy a mintaszám növelésével jelentős előrelépés
várható.

4.3. Fejlesztési lehetőségek

Bár már az első eredmények is biztatóak, számos továbbfejlesztési lehetőséget
látunk a teljes folyamatban. A modell tévesztései alapján és a szakirodalom
fényében a következő négy irányvonalat emeljük ki:

Annotáció ellenőrzése A módszer több iteráció során alakult ki, azonban a lele-
tek nagy részét egy orvos annotálta, így szükség van független ellenőrzésre orvosi
és nyelvészeti szempontból is.
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Nyelvi elemzés Ebben a kísérletben a nyelvi elemzés eredménye még nem jele-
nik meg a tanulóadatokban. A szófajok és mondatrészek hozzárendelésétől min-
denképp mérhető javulást várunk. A tagadás fontos szerepet tölt be a leletek
értelmezésénél, melyet az annotálás figyelmen kívül hagy, ezt az információt is
a nyelvi elemzés fogja biztosítani. A magyarlanc elemző [9] tartalmaz dependen-
ciaelemzőt is, melyet szintén használni fogunk a jövőben.

Mély tanulás A jelenlegi gépi tanulási módszer kevés adaton is jól működik.
Az adatmennyiség növelésével lehetőség nyílik mély neuronhálók használatára,
melyet a gépi tanulás sok területén sikerrel alkalmaztak a közelmúltban.

További leletek További leletek annotálásával tovább pontosítható a gépi tanu-
lás. Nagyobb mennyiségű lelet további annotálása korlátokba ütközik, viszont a
leletek önmagukban is fontos információt jelentenek a mély tanulás számára.

5. Kapcsolódó kutatások

A radiológiai leletek jellemzően még mindig szabad megfogalmazású, a radioló-
gus által diktált szövegek, nem pedig jól kategorizált adatgyűjtemények, így azok
információtartalmának megfelelő kinyerése kihívás elé állítja a kutatókat. Általá-
nosságban elmondhatjuk, hogy a jelenleg vezető kutatások az adatok kinyerésé-
re valamilyen, gyakran gépi tanulással kiegészített, természetesnyelv-feldolgozó
(NLP) módszert használnak. Az alkalmazások köre a kinyert információ típu-
sától függően széles spektrumon változik. Többek között beszélhetünk diagnó-
zissegéd [10], [11], [12], diagnosztikai minőségbiztosítást [13], [14], [15], [16], a
leletek automatikus BNO kódolását végző [17], a nem várt elváltozásokra adott
válaszlépéseket [18], vagy a további vizsgálatokra vonatkozó ajánlásokat figye-
lő [19], illetve a páciens egészségi állapotát nyomon követő alkalmazásokról [20].
A közelmúltban több olyan összefoglaló cikk is megjelent, mely jól bemutatja az
elmúlt egy évtizedben történt fontosabb előrelépéseket [21], [22], [23], [24], [25],
[26].

A terület folyamatos bővülése ellenére a nemzetközi szakirodalom viszony-
lag szegényesnek mondható a kifejezetten gerincröntgen leleteket, NLP és gépi
tanulással feldolgozó tanulmányokat illetően. Tan és munkatársai egy szabály-
alapú és egy gépi tanuláson alapuló rendszer teljesítményét hasonlították össze
26 alsóháti fájdalomra utaló orvosi megállapítás radiológiai leletekben történő
felismerésében [27]. A feladatot a gépi tanulást alkalmazó rendszer 0,98, míg a
szabályalapú rendszer 0,90 AUC (vevő működési karakterisztika görbe alatti te-
rület) érték mellett teljesítette. A szerzők egy másik, 2018-as tanulmányukban
reguláris kifejezéseket alkalmazó, szabályalapú NLP algoritmust mutattak be,
mely a radiológiai leletekben az 1-es típusú Modic véglemez elváltozásokat 0,79
F1-érték mellett ismerte fel [28]. A szerzők a reguláris kifejezéseken alapuló algo-
ritmus hátrányaként említik, hogy a gerincleletek szövegének változatossága mi-
att nehéz minden esetet lefedő szabályrendszert kialakítani. Wang és szerzőtársai
6 általános, csontritkulásból fakadó töréstípus szabad megfogalmazású radioló-
giai leletekben történő felismerésére fejlesztettek szabályalapú NLP alkalmazást,
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mely elsősorban reguláris kifejezések használatával végzi az osztályozást [29]. A
gerinctöréses esetek felismerésében a modell 0,91 F1-értéket mutatott. Hassan-
pour és munkatársai SVM technológiával kiegészített CRF modellt fejlesztettek
az orvosi szempontból releváns elváltozások radiológiai leletekben történő felis-
merésére. Az alkalmazás ezen túlmenően vizsgálta az elváltozások állapotában
bekövetkező változások mértékét és jelentőségét is [30]. A modell a jelentős el-
változások azonosításában 0,75, míg a változás mértékének azonosításában 0,95
F1-értéket ért el. Xu és szerzőtársai gyakori szöveges mintázatok bányászatá-
val (labeled sequential pattern, LSP) támogatott CRF modellt fejlesztettek a
radiológiai leletekben található további vizsgálatokat javasló mondatok felisme-
résére [31]. Az LSP feladata az ajánlást nagy valószínűséggel nem tartalmazó
mondatok kiszűrése volt, míg a CRF az ajánlást tartalmazó mondatok azono-
sítását végezte. A modell az ajánlást tartalmazó mondatok felismerésében 0,88
F1-értéket ért el.

Magyar nyelvű klinikai szövegek feldolgozásában is születtek már eredmé-
nyek [32]. Például orvosi szövegek automatikus szegmentálására és az orvosi
rövidítések automatikus kezelésére gépi tanuláson alapuló rendszert fejlesztet-
tek [33,34]. A leletek szövegeiben gyakran előforduló elírások, elgépelések auto-
matikus javítása szintén elengedhetetlen egy jól működő információkinyerő alkal-
mazáshoz [35]. Az utóbbi években ezen felül megvalósult egy szemészeti klinikai
keresőrendszer [36], illetve egy magyar nyelvű orvosi leletekben, releváns kifeje-
zések azonosítására specializált, nem felügyelt módszereket alkalmazó rendszer
is [37].

Tanulmányunk egy további lépés a magyar nyelvű szövegekből történő kli-
nikai információkinyerés felé, mely egyelőre a gerincröntgen leletekben található
elváltozás, tulajdonság és testrész típusú szavak detektálásra szorítkozik. Noha
összahasonlítható eredmények magyar nyelvre egyelőre nem állnak rendelkezés-
re, azonban a nemzetközi szakirodalomban található számszerű eredményekkel
összevetve rendszerünk versenyképesnek tűnik.

6. Összegzés

Cikkünkben magyar nyelvű radiológiai leletek automatikus feldolgozásának mód-
szeréről és az első kapcsolódó kísérletekről számoltunk be. Kidolgoztunk egy
módszert a leletek legfontosabb elemeinek annotálására, melyet radiológus, nyel-
vész és informatikus részvételével iteratívan, több körben finomítottunk. A mód-
szer alapján a radiológus 250 gerinc MR lelet annotálását végezte el. Az infor-
mációkinyeréshez gépi tanulást alkalmaztunk, szem előtt tartva, hogy a jövőben
a gerinc MR-felvételeken kívül tágabb felhasználási területeket is meg szeret-
nénk nyitni. Egy CRF tanulót alkalmaztunk, mely egy korszerű és gyakorta
használt megoldás névelem-felismerésre. Az első kísérletek 87,5%-92,3% közötti
F1-értékkel zárultak, melyek összemérhetőek a hasonló célokat kitűző, de angol
nyelvű leleteken elvégzett kísérletekkel. A jelenlegi megoldás számos fejlesztési
lehetőséget kínál, mint a nyelvi elemzés felhasználása és a mély tanulás alkalma-
zása.
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