16 . Magyar Szamitégépes Nyelvészeti Konferencia

A magyar nyelv néhiny széfaji elemzdjének dsszevetése

Kuba Andrés', Bakota Tibor', Hécza Andras', Oravecz Csaba®

! Szegedi Tudomanyegyetem, Informatikai Tanszékcsoport
MTA-SZTE Mesterséges Intelligencia Kutatdcsoport

andkuba@inf.u-szeged.hu, bakotat@math.u-szeged.hu, hocza@inf.u-szeged.hu
2 MTA Nyelvtudoményi Intézet
oravecz{@nytud.hu

Kulcsszavak: széfaji egyértelmiisités, szabély alapi médszerek, Hidden Markov modell

Absztrakt. A dolgozatban harom kiilénbdzd POS tagger (sz6faji egyértelmiisit6) Ssszehasonlitdséra
véllalkozunk. Az elsd egy Hidden Markov Model alapii bigram elemzd (VMM), a mésodik egy szabély
alapi médszer, amely bizonytalansigi osztilyok felhasznildsdval széfaji egyértelmiisitést végez
(RGLearn). Mindkét elemzd a Szegedi Tudominyegyetem Informatikai Tanszékcsoportjan késziilt.- A
harmadik egyértelmisitd a j61 ismert TnT (1], amely mir t5bb nyelven bizonyitotta képességeit, és
amely a VMM-¢l szemben a szdvegben eléfordulé széhérmasokat vizsgilja. Kisérleteinket a korilbeliil
1,2 milli6 szot tartalmazé, kézzel annotilt Szeged Korpuszon[2] végeztik, amely kiilonb5zd
szvegtipusokat foglal magiba. Vizsghlatunk tirgya a széfaji egyértelmiisités, vagyis a mondatban
eléfordulé adott széra a lehetséges kédok kéziil 2 mondat szemantik4jét visszatiikrozé egyértelmii tag
meghatirozisa. Azaz a tesztelés soréin az egyes szavak bizonytalansagi osztilya ismert volt az elemz6k
el6tt. Ez alél a ToT kivétel, mivel ez a modszer a tesztelés sorin a szévégzddések elemzése Altal
kovetkeztet az ismeretlen szavak lehetséges nyelvtani kédjéra. A tesztelés sordn az RGLearn algoritmus
96,16% pontossigival megelézte a VMM elemzét (95,98%) illetve a TnT-t (95,08%). A hibésan
taggelt szavak listdjdnak Gsszehasonlitisa sordn kideriilt, hogy a két statisztikai médszer "hajlamosabb"
ugyanazokon a helyeken hibizni. A kapott eredményeket felhasznalva, vizsgdlatokat végeztiink arra
nézve is, hogy a fenti médszereket kombinélva milyen taldlati pontossig érhet6 el.

1. Bevezetd

Természetes nyelvi szévegek szofaji cimkézése (faggelése) az egyik legalapvetdbb szamitégépes
nyelvészeti feladat. A nemzetkdzileg publikalt médszerek koziil a magyar nyelvre azonban csak néhdnyat
iltettek 4t. [3] A legelterjedtebb eljarisok kzé a statisztikai illetve a szabély alapi médszerek tartoznak. A
Szegedi Tudoményegyetem, Informatikai Tanszékécsoportjin t8bb széfaji egyértelmisitd is kifejlesztésre
keriilt, ezeket hasonlitottuk dssze més ismert médszerekkel t6bb szempont szerint.

Hangsiilyozni szeretnénk, hogy a programok kizérdlag szofaji egyértelmisitést végeznek, igy az egyes

szavak lehetséges kddjait a bemenettel egyiitt megkapjak. Ennek a jelentds egyszeriisitésnek a f6 oka, hogy -
ezeket a mébdszereket egy programlinc (ToolChain) [4,5] részeként hasznéljuk, melynek egy kordbbi
fazisdban a HuMor [6] morfolégiai elemzd elbillitja az egyes szavak bizonytalansigi osztilyait. Ezzel
biztositjuk, hogy az egyértelmiisités sordin a médszerek nem taldlkoznak olyan széval, amelynek nem
ismertek a lehetséges szdfaji besorolésai.
A legtobb nemzetkézileg ismert elemz6, mint példdul a TnT is, sajit beépitett morfolégiai elemzdvel
rendelkezik, mely 4ltaldban a tanulds sordn el6fordulé szévégzddések, illetve a prefixek segitségével naiv
kovetkeztetéseket tud levonni a szavak lehetséges tagjeit illetSen. Az elemz6k Gsszehasonlitdsa sorén nem
volt médunk arra, hogy a TnT elStt ismerté tegyiik a szavak valédi bizonytalansigi osztilyét, igy ez a
médszer a tobbihez képest hatrinnyal indult.
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Kisérleteinket a koriilbeliil 1,2 milli6 szét tartalmazd, kézzel annotilt Szeged Korpuszon végeztiik,
amely kiilénb6z8 sz6vegtipusokat foglal magdba. A korpusz nagyon részletes MSD kédolést hasznél, az
. egyes tagek jeldlésére, igy az el6forduld kiilonbsz6 tagek szdma meghaladja az 1400-at.

A kovetkezd fejezetben a VMM, TnT illetve az RGLearn taggerek jellegzetességeit ismertetjiik.

2. A VMM tagger

A VMM valéjsban egy Hidden Markov Modellt megvaldsité algoritmus. [7] A tanulds sorin a Modell
paraméterei kozvetleniil szdmithat6k, mivel a tréning alapjéul szolgélé korpuszban a szavak helyes sz6faji
kédjai be vannak jelslve. Mis szavakkal a modellben az éllapotitmenetek ismertek a tanulas ideje alatt,
éppen ezért Visible Markov Model néven is emlegetik. A tréning sordn nem csak a modell paraméterei
keriilnek kiszamitasra, hanem statisztikdk késziilnek az egyes bizonytalansigi osztilyokra is: melyik
osztaly hinyszor fordult el3, melyik volt a leggyakrabban kivalasztott sz6faji kéd, és az hinyszor bizonyult
helyesnek. Ha a tesztelés sorén olyan szét vizsgélunk, amely nem fordult el6 a tanitas sorén, akkor az illet6
sz bizonytalansigi osztilyAban eléfordulé kédokhoz kezdeti eloszlést rendelﬁnk, amely meégfelel a
korpuszbél elozetesen kigyiijtitt adatoknak. Az egyértelmiisité modszer a szimdra ismert szavakhoz azt a
kéd-eloszlast rendeli, amely az adott széra a tanulds sorfn kialakult. Az egyértelmiisités a V1terb1
algoritmus [7] segitségével torténik.
A tobbféle tesztelés sordn hirom szinten mértiik az egyértelmiisité médszer taldlati pontossagat:

1. szint: a moédszer 4ltal eredményiil adott, illetve a korpuszban kézzel meghatirozott kédok elsd
karakterének egyezése — sz6faj meghatirozis,

2. szint: dsszevont kédrendeszer — az egymastél lényegesen nem kiilonb6z6 széfaji cimkéket
csoportokba rendeztiik, és a csoporton beluh cimkéket azonosnak vettiik, azaz itt nem
koveteltiink meg teljes egyezést

3. szint: az MSD kédok teljes egyezése

A talalati pontossigot nem csak az 8sszes szb aranyiban, hanem a tbbértelmil szavak tekintetében is
megvizsgaltuk. Ugyanis hib4s déntést csak a tSbbértelmil szavakon hozhat az algoritmus (ahol egy szénak
tbb kiilénbdzd sz6faji besorolésa is Iehetséges).

Vizsgiltuk tébbek koézt a tagger éatlagos viselkedését (90-10 cross fold validation), melynek az
eredményeit az alabbi tiblizatban foglaituk &ssze:

Elfogadasi szint Min Max | Eltérés | Atlag
1. szint 97.11%| 97.67%| 0.56%| 97.48%
2. szint 95.74%| 96.38%| 0.64%| 96.16%
3. szint 8sszes szbra vetitve 95.52%} 96.17%| 0.65%| 95.93%
3. szint a tébbértelm( szavakra vetitve | 90.26%| 91.69%| 1.43%| 91.20%

1. T4blizat: 90-10 cross-fold validécié eredményei az egyes szintekre lebontva

3. TnT (Trigrams’n’Tags)

A TnT szintén statisztikai elven miik6dd szofaji egyértelmiisitd program, amelyet Thorsten Brants
(Saarland University) fejlesztett ki a 90-es évek elején. [1] Elénye, hogy tetszdleges nyelvre alkalmazhatd,
nagy taldlati pontossdgot képes elémi, és gyors. Hatrénya azonban, hogy az egyes szavak bizonytalansagi
osztdlya nem adhatd meg kozvetlenill, hanem sajit beépitett morfologiai elemzgjével igyekszik
meghatirozni a lehetséges széfaji cimkéket. Ha a széfaji besorolis nem til részletes, azaz nincs sok
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lehetséges cimke, akkor nagyon jé eredményeket produkal (96-97% per word), azonban a mi
vizsgélatainkban 1-1,5%-kal lemarad a tobbi taggertdl a talalati pontossagot tekintve.

A tesztelések soran vizsgiltuk a TnT taldlati pontossagat, illetve, hogy az hogyan valtozik a
tréninghalmaz névelésével. Az eredményeket 6sszehasonlitottuk a VMM — nél kapott adatokkal:
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1. Abra: A talélati pontossag alakulasa a tréning méretének névelésével a TnT, illetve a VMM elemzdk esetében. A
tréning mérete a korpusz fajlok szdmaval van megadva. '

4. Szabaly alapu taggerek

A szabély alapi médszereknek szamos elonyiik van a statisztikai taggerekhez képest:
e A szabalyok kénnyen éttekinthet6k, értelmezhetck,
e Konnyen kiegészithet6k szakért6i tudis beépitésével, amelyek megnyilvanulhatnak szakért6k altal
adott szabalyokban, kezdeti hipotézisben, vagy a meglévé szabalyok finomitdsaban
e A tdmogatés gyors és egyszeriien megvalésithatd.

4.1 Az RGLearn szabalyrendszer tanul6 algoritmus

Az RGLeamn egy sajat fejlesztésii algoritmus, amely egy kezdeti szabalyrendszerbdl kiindulva azt ugy
prébélja éltalanositani, hogy a tréning példakat a lehetd legkevesebb szamu, minél altalanosabb szaballyal
lefedje, Ggy hogy a szabalyok hibé4ja (amikor rossz dontést hoznak) egy adott kiiszbérték alatt maradjon. A
kezdeti szabalyrendszer lehet mas tanulé moédszerek vagy nyelvész szakért6k altal eléallitott
szabélyrendszer is. Az altalunk hasznélt kezdeti szabédlyrendszer a nem alapértelmezett vélasztast
tartalmaz tréning példékat tartalmazta. Alapértelmezett valasztds az a sz6faji kod, amely a leggyakrabban
eléfordul az adott széra nézve.

RULE_SET = non default cases from EXAMPLE_SET

while change RULE_SET do

{ :
foreach RULE of RULE_SET do unification RULE k
foreach RULE of RULE_SET do generalization RULE
foreach RULE of RULE_SET do delete rules covered by RULE
}
Unification RULE:

1.) Megkeresi azt a szabalyt ami a RULE szabalyhoz legjobban hasonlit (az attribitumok értékei
(szavak, nyelvtani k6dok) a legtobb karakter pozicién egyeznek az értékek elejétdl).

2.) A két szabalyt Ssszevonja (a kiilénbozd részeket elhagyja)

3.) A két szabély helyett bevezeti az &sszevont szabalyt ha annak pontossiga nagyobb egy eldre
megadott kiisz6bértéknél.
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Generalization RULE:
1.) Készit egy 1ij szabilyt RULE szabilybol ugy, hogy a komyezet szélét6l befelé haladva egy
attribiitum értékét 4ltalinosabb regularis kifejezésre cseréli vagy elhagyja.
3.) A RULE szabily helyett bevezeti az altalinosabb szabélyt ha annak pontosséga nagyobb egy elore
megadott kiiszobértéknél.

4.2. A szabdly alapi sz6faji egyértelmiisitd miikodése

A széfaji egyértelmiisitd 4ltal hasznalt szabilyrendszer tobbféle szempont szerint rendezett. Ezéltal gyors
(binéris) keresés valésithaté meg a dontéshez sziikséges rész-szabilyhalmaz kivélasztisdhoz. A szabélyok
kivalasztisakor a sok példat lefedd, minél pontosabb szabilyokat prébéljuk alkalmazni el8szér. Az
egyértelmisités mondatonként t61ténik, esetenként t6bb menetben amig a tagger talal 1ij egyértelmiisithetd
"sz6t. Ha egy adott tobbértelmii széra nincs szabily az az alapértelmezett (leggyakoribb) nyelvtani kédot
kapja meg a bizonytalanségi osztaly vélasztisi lehetGségei kozill. A széfaji egyértelmisités algontmusa a
kovetkezd:

while change do

{

foreach tag of sentence do

if tag not decided then

foreach rule of ruleset d&o

if rule covers tag then decide code of tag by using rule
)

foreach tag of sentence do
if tag not decided then set default code of tag

4.3. A C4.5 dontésifa tanulb algoritmus

A CA4.5 algoritmus az ID3-algoritmus egy tovibbfejlesztett viltozata. J. R. Quinlan nevéhez fliz6dik. [8] A
CA4.5 egy dontési fat allit €l6, melyben a csomépontok egy-egy attriblitumra vonatkozé kérdések, a levelek
pedig a dontések. A C4.5 gy probélja eldallitani a dontési fat, hogy minél kevesebb kérdéssel el lehessen
jutni a dontéshez, ezért azokat az attribitumokat valasztja ki csomépontoknak, melyeknek legnagyobb az
informé&ciés nyeresége. A dontési fa pedig dtkonvertilhaté szabalyokka.

5. Eredmények

Az alibbi tiblizat a 4 targyalt egyértelmiisité médszer, és referenclaként a jol ismert C4.5 mddszer 4ltal
elért eredményeket mutatja egy konkrét teszt esetén.
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VMM | TnT | C45 RGLearn
Tréningidé . 10 perc 30 mp ~66ra -~246ra
Teszt id6 11 perc 30 mp 3 perc 2 perc
Tréning fajlok szama 823 823 823 " 823
Teszt fajlok szama 91 91 91 91
Szavak szdma 131345 131345 131345 131345
Tébbértelm( szavak szama 60758 60758 60758 60758
Hibasan jel6it szavak szdma 5284 6462 6646 5039
Hibasan jelolt szavak (1. szint) 3435 - 4338 3043
Pontossag
3. szint az bsszes sz6n 95,98% 95,08% 9494%  96,16%
3. szint a tébbértelm{i szavakon 91,30% 89,36% 89,06% 91,71%
1. szint az Gsszes sz6n 97,38% - 96,70%  97,68%
1. szint a tobbértelm(i szavakon 94,35% - 92,86%  94,99%

2. T4bl4zat: A hirom egyértelmiisitd médszer 4ltal ugyanazon a tréning és teszt adaton produkalt eredmények

A médszerek kéziil az RGLearn érte el a legjobb eredményt. Figyelemre méltd, hogy az alapvetSen maés
megkdzelitéssel dolgozé mébdszerek mennyire hasonlé eredményeket produkilnak. Ha a teljes egyezés
helyett megelégszink az elsé szintlii egyezéssel, akkor minden médszer eredménye nagyjabél 1,5
szézalékot javul. Nagy kiilonbség van azonban az egyes médszerek tanuldsi és futasi iddigénye kozott. Erre
feltétleniil figyelemmel kell lenni, ha a médszereket alkalmazni kivanjuk.

5.1. Kombinalt médszerek

A kovetkez6kben csak a hirom legjobb eredményt produkilé egyértelmiisitd algoritmusra koncentralunk.
Az algoritmusok nem csak pontossagban, hanem az elkévetett hibdk tipuséban is kiilénbéznek. Az egyes
moédszerek esetében érdemes §sszevetni a helyteleniil taggelt szavak listdjdt. Az aldbbi 4brdn l4thaté a
hibasan megjelslt szavak szdma a fenti teszt esetében:

RGLeam

2. Abra: Az egyes médszerek 4ltal hibisan megjelolt szavak eloszlésa. Az egyes halmazok brézoljsk az adott médszer
4ltal hibasan jelSlt szavakat. A metszetekben (ahol egy médszer helyes, kettd pedig helytelen eredményt ad) kiilén
csoportositottuk azokat a szavakat, amelyekre a két hib4zé médszer ugyanazt a (hibis) eredményt adta.
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A kérdés, hogy lehet-e a legpontosabb tagger algoritmusnil is jobb eredményt elémi egy kombinalt
modszer alkalmazisaval, amely figyelembe veszi a kevésbé pontos algoritmusok eredményeit is?

Ahol a 3 halmaz metszi egymast, azaz mindhdrom tagger hibis eredményt ad, ott egy kombinalt
moédszer sem segithet, de azon szavak esetében, ahol legalibb az egyik tagger j6I d6nt, van esély a helyes
megoldas megtalalasira. A kialakulé kombindlt médszer hatékonysiga nyilvin a dontési stratégian muilik.
A déntési stratégia mondja meg, hogy ha egy sz6 esetén mindhidrom médszer altal adott eredményt
ismerjiik, ezek koziil melyiket valasszuk. Mi olyan déntési stratégidkat vizsgiltunk, amelyek fiiggetlenek az
egyes mddszerek altal valasztott tagektdl.

Ha a 3 médszer 3 kiilonbdzd valaszt ad, akkor valamelyik médszert ki kell tiintetniink, és a preferalt
médszer altal szolgaltatott eredményt fogadjuk el véglegesnek. Az 4brarél leolvashatd, hogy ilyen esetben
az RGLeam algoritmust érdemes preferdlni, mivel ez 125 esetben ad helyes vilaszt a masik két médszer
30, illetve 38 talalatival szemben.

Ha a médszerek 4ltal szolgaltatott tagek koziil kettd megegyezik, de a harmadik eltér ettdl, akkor
alapvetden két dolgot tehetiink: vagy az egyezé taget valasztjuk, vagy a kiilonboz6t. Az dbrérdl leolvashatd,
hogy (nem meglepd médon) ilyenkor azt a taget érdemes vélasztani, amelyiket két médszer egyforman
eredményiil adta.

Ha a médszerek iltal adott mindharom tag megegyezik, nyilvin nincs médunkban maist tenni, mmt ezta
taget eredményiil adni.

A fentiek értelmében tehét az elérhetd legjobb algoritmus a kordbban latott teszt esetén az, hogy a hdrom
moédszert megszavaztatjuk: mindhirom médszer eredményének ismeretében azt a taget vilasztjuk. Amelyre
legalabb két médszer szavazott, ha pedig nincs ilyen, akkor az RGLearn médszer éltal adott eredményt
vilasztjuk. Ezzel a stratégidval az elérheté pontossig az Ssszes szbra vetitve 96,58%-nak, a tébbértelmii
szavakon 92,6%-nak adédik. Azaz a pontossig a tobbértelmii szavakon a legjobb mddszerhez képest is
kb. 1 szazalékot javult.

6. Osszegzés

A Szeged Korpusz jé alapot ad ahhoz, hogy a kiilénboz6 sz6faji egyértelmiisité mddszereket
Gsszehasonlithassuk, A négy vizsgalt médszerbdl (a C4.5 algoritmust is ideértve) ketté szabélyalapi, kett6
pedig statisztikai volt; mindkét csoportbdl volt egy standard, jol bevélt eszkdz (C4.5 és TnT) valamint egy
ltalunk megvalésitott médszer (VMM és RGLearn). A méddszerek nagyjabél hasonlé eredményt
produkilnak, a legjobb eredményt az RGLearn algoritmus adta.

Vizsgaltuk azt is, hogy nagyobb szdvegen javulna-e a médszerek pontossiga. A tréning adatok tovabbi
novelésével lényegesen jobb eredményt mér nem vérhatunk.

A pontossig tovibb névelhetd viszont, ha a rendelkezésre 4116 médszereket parhuzamosan felhasznéljuk
valamilyen kombindlt médszerben. Egy ilyen algoritmussal az egyértelmiisités pontossigit kb. 1
szézalékkal javitani tudtuk a legjobb algoritmushoz képest.

A kutatis eredménye tehit egy viszonylag j6 pontossdgi szdfaji egyértelmisité program lett, amely
birmilyen magyar nyelvi korpusz annotildsira hasznilhaté. Ez a jovGben egy olyan rendszer modulja lesz,
amely magyar nyelvii természetes sz6veget dolgoz fel informéacié-kinyerés céljabél. [4,5)

Az automatikus médszerek a kézzel annotilt korpuszok hibajavitisdban is segithetnek. Jelenleg a
Szeged Korpusz munkilataiban hibajavitisra haszniljuk az itt ismertetett médszereket. Azokat a szavakat,
ahol az automatikus médszer hibazik, nyelvész szakérték atnézik, és amennyiben sziikséges, javitjdk. A
cikk iras4ig koriilbeliil 8000 hibisan annotalt széra deriilt igy fény. Ez az 6sszes sz6 kb. 0,7 szdzaléka.
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