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Kivonat A nyelvmodellek fejlődése az utóbbi években a nyelvtechno-
lógiát sosem látott magasságokba repítette. A gépi algoritmusok egyre
pontosabban tudják megoldani az összes elképzelhető nyelvi feladatot,
holott a működésük igen szövevényes és kérdéses, hogy mennyire hason-
lít az emberi gondolkodásra.
Cikkünkben többféle nyelvmodellt hasonlítunk össze. A feladatot a Mor-
phoLogic Kft. 2000-ben bemutatott nyelvi játéka jelenti, melyben egy
adott szó különböző környezetei, konkordanciája alapján kell kitalálni
a kérdéses szót. Kitérünk a kísérleti rendszerhez használt adatok elő-
feldolgozására és a gépi modellek teljesítményére különböző beállítások
mellett. Így a cikkben bemutatott keretrendszer a későbbiekben a rekre-
ációs célok mellett pszicholingvisztikai vizsgálatokra is felhasználható a
mentális nyelvi reprezentációk kutatásában.
Kulcsszavak: nyelvmodellek, BERT, KenLM, Word2Vec

1. Bevezetés

A nyelvtechnológia egyik alapfeladata a természetes nyelvek modellezése számí-
tógép segítségével. A nyelv modellezésének információelméleti megalapozásából
következő egyszerű n-gram modellektől (Shannon, 1948) eljutva az utóbbi évti-
zedet meghatározó szóbeágyazásra (Mikolov és mtsai, 2013b) és magasdimenzós
vektorterekre épülő kontextuális nyelvmodellekig (Devlin és mtsai, 2019) a számí-
tógépes nyelvmodellek a tudományterületet alapjaiban szabták át. A minőségük
napjainkra olyan szintet ért el, hogy a modern GPT-3-as modell által előállí-
tott szöveg már nem különböztethető meg az ember által előállítottól (Elkins és
Chun, 2020).

Cikkünkben a nyelvmodellek ipar által egy kevésbé fontosnak tartott jellem-
zőjét vizsgáljuk. A célunk, hogy bemutassunk többféle nyelvmodellt egy nyelvi
játékon, amely az angolul Cloze-testnek nevezett játék, és létrehozzunk egy nyílt
hozzáférésű és -forráskódú platformot, amely kísérleti keretrendszerként szolgál-
hat a későbbiekben. A létrehozott platformon a korpuszból vett nyelvi mintákra
adott emberi és gépi reakció egyszerű vizsgálatára nyílik lehetőség, mely így
számos későbbi pszicholingvisztikai kutatás alapjául szolgálhat.
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2. Kapcsolódó irodalom

A szavak jelentését Harris (1954) a következőképpen definiálta: „If A and B
have some environments in common and some not (e.g. occultist and lawyer)
we say that they have different meanings, the amount of meaning difference
corresponding roughly to the amount of difference in their environments.” Ez
volt a disztribúciós szemantika kezdete. Később Firth (1957) kimondta az azóta
szállóigévé vált mondatot: „You shall know a word by the company it keeps.”.
Ekkor még nem volt szó arról, hogy az említett kontextusok is karakterizálva
legyenek.

1. ábra: A szó a karakterekben vett hosszának megfelelő maszkolókarakterrel
(nagy x) van kitakarva, és a jobb és bal oldalán a meghatározott hosszúságú
szövegkörnyezete található. Az egyes sorok együtt konkordanciát alkotnak. A
képen látható konkordancia megfejtése „egy-egy”.

2000 novemberében a MorphoLogic Kft. bemutatta a Nyelvi játék © ne-
vű szoftverét1 (1. ábra). Az egyszemélyes játék célja, hogy a játékos kitalálja
a hiányzó szót, az úgynevezett KWIC-t (Keyword in Context) annak kontex-
tusaiból. A szó a karakterekben vett hosszának megfelelő maszkolókarakterrel
(nagy x) van kitakarva, és a jobb és bal oldalán a meghatározott hosszúságú
szövegkörnyezete található. A felhasználónak lehetősége van tippelni, illetve egy
újabb korpuszpéldát kérni. Az utóbbi esetben megjelenik egy új sorban egy újabb
környezeti előfordulás a középen elhelyezkedő szó köré igazítva. Így a szó előfor-
dulásainak példái konkordanciát alkotnak. A kitalálandó szóhoz tartozó példák

1 Jelenleg nem ismert publikusan elérhető példány.
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tárháza szükségszerűen véges, így annak kimerülése után a játék végét az jelenti,
ha a játékos kitalálja a szót vagy feladja. A játék a későbbiekben csaknem telje-
sen elfelejtődött, de szavak és a környezetük kapcsolata tovább foglalkoztatta a
számítógépes nyelvészeket itthon és külföldön egyaránt. A további fejezetekben
néhány, kontextusokat érintő eredmény tárgyalása után bemutatjuk, hogy a já-
ték elve miként alkalmazható különféle nyelvi jelenségek vizsgálatára ember és
gép összehasonlításában.

3. A jobb- és bal oldali kontextus szerepe

A német nyelvű POS taggelés feladatát vizsgálva Ivanova és Kuebler (2008) fel-
teszi a kérdést, hogy „milyen fontos a jobboldali kontextus?” A memóriaalapú
tanulást (Lin és Vitter, 1994) alkalmazó modelljükben a klasszikus Markov-elvű
bigram és trigram konfigurációt használtak: a kérdéses szótól balra található egy
vagy két szó címkéjéből következtettek a szófaji címkére. Megvizsgálták továbbá
azt az esetet, amikor egy vagy két szó lehetséges címkehalmazát2 is bevették a
jobb oldali környezetet alkotó szavakból. Ha csak a jobb oldali lehetséges címké-
ket vizsgálták, akkor 1,5%-os, ha pedig egy vagy két bal oldali már meghatározott
címkét is bevettek, 2%-os javulást értek el a csak bal oldali címkék használatá-
hoz képest. Habár eredményük elmarad 1%-kal a T’n’T rendszer (Brants, 2000)
globális optimalizációt és a szóvégeket is figyelembe vevő modelljéhez képest, jól
látható az eredményeikből a jobb oldali környezet fontossága egy olyan merev
szórendű nyelv esetén, mint a német3. Az n-gram modellek csúcsának számító
KenLM (Heafield, 2011) a ritka n-gramokból adódó bizonytalanság leküzdésére
különféle simítási eljárásokat használ, és alacsonyabb rendű n-gramokat vesz fi-
gyelembe rendkívüli sebességgel. Ebből következően a sima kontextusok vizsgála-
tának szerepe végleg háttérbe szorul, és a vektoros reprezentációk megjelenésével
Mikolov és mtsai (2013b) gyakorlatilag teljesen megszűnik.

Az MTA-PPKE Magyar Nyelvtechnológiai kutatócsoportban az AnaGram-
ma projekt célja egy olyan szintaktikai elemzőrendszer létrehozása volt, amely az
emberi olvasáshoz és halláshoz hasonlóan időben előre, „szigorúan balról jobbra”
elemzi a bemenetet (Prószéky és mtsai, 2014). A kutatócsoport munkatársai de-
finiáltak egy három token hosszúságú ablakot, amely az elemzendő szóhoz képest
jobbra helyezkedik el (Indig és mtsai, 2016). Így szemben a hagyományos Mark-
ovi feltételezéssel, a teljes bal oldali mellett három hosszú jobb oldali kontextus is
figyelembe vehető az elemzés során az egyes nyelvi jelenségek kezelésekor, melyet
az elvált igekötők kezelésével demonstráltak (Vadász és mtsai, 2017). A későb-
biekben egyre nagyobb hangsúly helyeződött a jobboldali környezetre, melyet
a kötöttebb szórendű magyar főnévi csoportok területén (Ligeti-Nagy és mtsai,

2 A dekódolás balról jobbra történt, így nem lehetett a jobb oldali környezetet fixen
meghatározni előre.

3 Az eredmények hihetőek, annak tekintetében, hogy a német nyelvben a nyelvtani
esetet kódoló névelő a kötőszó és az opcionálisan ragozott melléknévvel rendelkező
főnév között helyezkedik el.
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2018) igazoltak, a baloldalt teljesen nélkülözve. Nem minden nyelvi jelenség-
nek van szüksége jobboldali kontextusra, hiszen például a befejezett melléknévi
igenév argumentumai tőle mindig balra helyezkednek el, és önmaga is a főnévi
csoport fejétől balra foglal helyet a mondatban, vonzatainak azonosításához te-
hát elég a baloldali szomszédainak vizsgálata. Felmerül a kérdés, hogy az egyes
nyelvi jelenségek feldolgozása milyen arányban igényel bal- és jobboldali környe-
zetet, és ebből mi jelenik meg a nyelvmodellekben?

Az n-gram modellek adathiány-problémájának ellensúlyozásaképpen létre-
jöttek a szózsák modellek, melyek nem veszik figyelembe a szavak sorrendjét,
így kisebb és átfogóbb modellt képesek adni, ami különösen a szabad szórendű
nyelvek esetén fontos. A folytonos szózsák modell (CBOW) a szózsákok tovább-
fejlesztése, ahol az adott (kétoldali) kontextusai által leírt szó, nem számítva a
kontextusbeli szavak sorrendjét, egy magasdimenziós térbe konvertálódik (Miko-
lov és mtsai, 2013b). Ez a gyengített feltételeket tartalmazó modell egyaránt jól
alkalmazható a kötött szórendű nyelvek esetén, mint az angol, és a szabadabb
szórendű nyelvek esetén is, mint a török. Kombinálva a globális optimalizációval
teljesen maga mögé utasította a korábbi eljárásokat, és a számítási kapacitások
bővülésével együtt nem tette szükségessé, hogy tovább vizsgálják, hogyan lehetne
finomítani az igénybe vett szókörnyezetet, nagyobb ablakkal is kellően gyorsak
voltak a számítások.

4. Az adatbázis

A konkordanciákra alapuló játék elve nagyon egyszerű, ezért is kiemelt fontos-
ságú a játék adatbázisaként használt korpusz. A reprodukálhatóság végett két
szabadon elérhető korpuszt vettünk számításba. Halácsy és mtsai (2004) Webkor-
pusz 1.0 -ját és Nemeskey (2021b) Webkorpusz 2.0 -ját, melyből a későbbiekben
felhasznált huBERT (Nemeskey, 2021a) is készült. Döntésünk indoka, hogy más
szabadon elérhető, internetről származó szövegeket tartalmazó korpuszok nagy
valószínűséggel e kettő korpusz valamelyikében szereplő szövegeket tartalmaz-
zák, míg szinte biztosra vehető, hogy a két korpusz közötti átfedés nem zavaróan
magas.

A kiválasztott korpuszokat meg kellett tisztítanunk a bennük szereplő sze-
méttől, illetve a számunkra nem megfelelő mondatoktól, hogy azok ne kerülhes-
senek a játékos elé. A mondatok tokenizálatlan változatait használtuk, kitöröltük
és normalizáltuk a fehérszóközöket, és minden mondatból csak egy előfordulást
vettünk számításba. Ezután a következő szűrősort definiáltuk és futtattuk:

– A 11 szónál rövidebb és 50 szónál hosszabb
– A több mint 25 karakter hosszú szót tartalmazó
– A 3 vagy több egymást követő szóban nagybetűs szavakat (névelemek) tar-

talmazó
– A legalább kettő darab, legalább négy karakter hosszú, teljesen nagybetűs

szavakat (kiabálás) tartalmazó
– A három egymást követő, csak nem alfanumerikus karakterekből álló szava-

kat tartalmazó
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– A három egymást követő, csak egybetűs szót (írógép stílus) tartalmazó
– Az összesen három vagy több visszaper (\) karaktert (escapelés) tartalmazó
– A Unicode Replacement character -t (U+FFFD) tartalmazó
– A „hullámos ő” (õ) és „hajtott ékezetes ű” (û) (karakterkódolási probléma)

betűket tartalmazó
– A HTML escapelést (&lt;, &gt;, &#12345;) tartalmazó

mondatokat kiszűrtük (1. táblázat).

Előtte
mondatok

Utána
mondatok % Előtte

szavak
Utána
szavak %

Webkorpusz 1.0 42 482 107 13 915 132 32,75 589 080 971 272 544 786 46,26
Webkorpusz 2.0 589 398 448 199 627 778 33,86 9 217 857 283 4 036 428 613 43,78

1. táblázat. A Webkorpusz 1.0 és 2.0 méretei a szűrés előtt és után.

A megszűrt korpuszok mondataiból kontextusokat generáltunk a minimum
4, maximum 40 karakter hosszú kisbetűs szavakra, amelyeket megelemzett az
emMorph (Novák és mtsai, 2016). A létrejött kontextusokat deduplikáltuk, és
szűrtük a 30 darabnál ritkábban előforduló KWIC-eket, a gyakoribbakat pedig
30 előfordulásra mintavételeztük4. Az adatbázis méretének korlátozása miatt
a maradék KWIC-ekből 8 000 darabos mintát vettünk 240 000 darab egyedi
környezettel.

Érdekességképpen előállítottuk a játék „egyszerűbb változatát” is Kalivoda
(2021) PrevCons adatbázisából, amelyben minden egyes igekötős ige egyszer
fordul elő, de az igéket különválasztva az igekötők kitakarásával és konkordanci-
áival, 122 igekötővel élvezhető a játék.

5. Modellek

Két modellen végeztünk kísérleteket, az egyik egy BERT-alapú (Devlin és mtsai,
2019) modell, a másik egy KenLM-en alapuló modell. A modellek a Webkorpusz
2.0-n lettek feltanítva, viszont a korpusz nagy mérete miatt sok olyan szóalak
fordul elő, melyek nagyon ritkák, így megszorítottuk a játék során a keresés
állapotterét: mindkét modellnek azonos szóadatbázist adtunk meg, ami a Web-
korpusz 2.0 3 millió leggyakoribb szava volt, ez a modellek szókincse, ezekből
kellett választaniuk a modelleknek a Webkorpusz 1.0-án történő teszteléskor.

5.1. KenLM

A KenLM az n-gram nyelvmodellek közül az egyik leggyorsabbnak, legjobbnak
számít. 5-gram modellt tanítottunk a Webkorpusz 2.0-n, és levágtuk az alacsony
4 Az összes mintavételezés rögzített random seeddel történt, így reprodukálható.
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frekvenciájú n-gramokat, hogy beleférjen a memóriába a modell: a 2-gramokra 4,
a 3-gramokra 9, a 4-gramokra 16, az 5-gramokra pedig 25-ös alsó határt szabtunk
meg.

Egy adott kontextus esetén a modell úgy tippel, hogy a 3 millió szóból
kiválasztja azokat, amelyeknek a hossza egyezik a hiányzó szó hosszával, ezek
mindegyikére kiszámolja a szekvencia log-valószínűségét, több kontextus esetén
ezeket összeadja (hiszen szorzás logaritmusa összeadás), majd az együttes log-
valószínűségek közül kiválasztja a legnagyobbat, amit visszaad tippként.

5.2. BERT

A BERT (Devlin és mtsai, 2019) egy többszintű, kétirányú Transformer-alapú
enkóder modell (Vaswani és mtsai, 2017). Enkóder lévén szóbeágyazást állít elő,
minden szó–kontextus pároshoz hozzárendel egy vektort. A BERT-tanulása so-
rán kontextusokból próbálja a kimaszkolt szavakat kitalálni, hasonlóan a korábbi
neurális nyelvmodellekhez (Mikolov és mtsai, 2013b; Bojanowski és mtsai, 2017;
Pennington és mtsai, 2014), azzal a különbséggel, hogy a BERT tetszőleges mé-
retű kontextust elfogad bemenetként. Nem sokkal ezelőttig nem volt elérhető
magyar BERT, viszont tavaly óta elérhető a huggingface-hubról a huBERT 5 (Ne-
meskey, 2021b,a), amely a teljes Webkorpusz 2.0-n tanult6.

A BERT komplex, hosszútávú összefüggésekre érzékeny (Goldberg, 2019),
így ideális választás hiányzó szó kitalálására. A BERT tokenizálásra a WordPi-
ece (Schuster és Nakajima, 2012) algoritmust használja, ezáltal nem lehet egy-
szerűen karakterhossz-alapú tippelést használni BERT esetén. Amennyiben a
tokenizáló egy szót például két subwordre bont, arról a BERT-nek tudnia kell,
hogy két subwordöt tippeljen.

Azért, hogy optimalizáljuk a futási időt, a teljes adatbázist előre tokenizál-
tuk, így minden szóhoz tudjuk, hogy mely tokenekből épül fel. Ezekből építettünk
egy fát, melynek a csúcsaiban szavak vannak, a csúcsok között pedig tartalma-
zási reláció van. Amikor tippel a BERT egy több subwordből álló szót, akkor a
fának kiválasztjuk az adott mélységhez tartozó összes csúcsát, a csúcsokhoz ki-
számoljuk a csúcsot alkotó subwordök valószínűségét, majd ezeket csúcsonként
összeszorozzuk (a BERT nem számol együttes valószínűséget).

Implementációként a PyTorch-alapú Huggingface modellt használtuk 7.

5.3. Kontextusfüggetlen szóbeágyazások

A BERT-hez hasonlóan a korábbi neurális modellek is úgy tanulnak, hogy a
hiányzó szót találják ki egy adott kontextus alapján, így ezeket a modelleket is
kipróbáltuk a Gensim (Rehurek és Sojka, 2011) csomagban.

5 https://huggingface.co/SZTAKI-HLT/hubert-base-cc
6 Ezért is kellett egy olyan korpuszt választani teszteléshez, aminek a lehető legkisebb

átfedése van a tanítóanyaggal.
7 https://huggingface.co/transformers/model_doc/bert.html#transformers.
BertForMaskedLM
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Több modellt kipróbáltunk: CBOW, skip-gram (Mikolov és mtsai, 2013b),
és FastText (Bojanowski és mtsai, 2017) modelleket tanítottunk a Webkorpusz
2.0-n. A Gensim keretrendszerben található egy beépített függvény8 a hiányzó
szó tippelésére, viszont nagyon rossz tippeket adott.

Ez egybevág azokkal a korábbi tapasztalatokkal, miszerint a hasonló a model-
leket nagyon nehéz kiértékelni (Faruqui és mtsai, 2016), és így a modellek ereje
nem a tanítófeladaton jelenik meg leginkább. A jelenség kiküszöböléseképpen
mindig downstream feladatokon tesztelik őket, mint például szóanalógia (Miko-
lov és mtsai, 2013a) és szóhasonlóság.

Kétféle modellt tanítottunk: egy 100-dimenziós CBOW modellt és egy 100-
dimenziós FastText modellt. A rossz teljesítmény miatt ezzel a modellcsaláddal
nem végeztünk hosszabb teszteket, viszont elérhető segédként a FastText modell:
egy-egy tipphez meg tudja mondani, hogy mennyire hasonló a tipp a hiányzó
szóhoz.

6. Mérések

Többféle mérést végeztünk, arra a kérdésre kerestük a választ, hogy mely oldali
kontextus fontosabb mely modellnek, mik az általános tendenciák modellenként
és modellek közt. Valamint a kontextusok számának szempontjából további két
típusú méréssel vizsgáltuk a modelleket: egyrészt arra kerestük a választ, hogy
mekkora az a kontextusméret, ami alapján egyetlen kontextusból kitalálja a mo-
dell, hogy mi a hiányzó szó, illetve hogy egy adott szóhoz és kontextusmérethez
hány kontextus kell átlagosan, hogy a modell ki tudja találni a hiányzó szót.

6.1. Kétoldali kontextus

Az első típusú mérésünknél azt mértük ki, hogy egy adott szóhoz mekkora az a
legkisebb kontextus, amiből a modellek kitalálják a szót, ez a 2. ábrán látható.

Az első és legszembetűnőbb észrevétel az, hogy a KenLM sokkal kevesebb
szót talált el, mint a BERT, ráadásul nagyon kevés olyan eset volt (4,4%), ahol
a KenLM kitalálta, a BERT pedig nem. Továbbiakban a BERT sokkal magasabb
találati arányt ért el (65,0% vs. 32,1%), azaz ezekben az esetekben volt olyan
kontextusszélesség, hogy a modell kitalálta a hiányzó szót. Látható továbbá, hogy
amíg a KenLM esetén a harmadik, negyedik szó nem hozott sok új találatot (azaz
a KenLM szempontjából nem rendelkezett információval), addig BERT esetén
egy nagyon lassan lecsengő tendenciát látunk – még a kilencedik, tizedik szónál
is plusz információt nyert ki a BERT a szövegből a hiányzó szóhoz kapcsolódóan.

A második típusú mérésben azt hasonlítottuk össze, hogy 10-széles kétoldali
kontextus esetén hány tipp alatt jutnak el a modellek a helyes megoldásig úgy,
hogy amit már egyszer tippeltek, azt nem tippelhetik újra. Minden próbálkozás
után hozzáfűztünk a bemeneti mondatokhoz egy új mondatot, és a modellek az
eddigi összes modell alapján tippeltek egy szót újra. A 3. ábrán látható, hogy a
8 gensim.models.word2vec.Word2Vec.predict_output_word
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2. ábra: Hőtérkép arról, hogy egy adott szóhoz mekkora kontextus kellett egyik-
másik modellnek. A -1 azt jelenti, hogy a modell nem találta ki az adott szót
10-széles kontextussal sem, a címben szereplő 6793/10000 pedig azt jelenti, hogy
10000 szó–kontextus pár esetén 6793 olyan pár volt, ahol legalább az egyik modell
kitalálta a hiányzó szót.
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KenLM nem tudja jól használni a több kontextus által adott többletinformációt,
összesen az esetek 6,9%-ában tudja kitalálni a hiányzó szót, szemben a BERT
33,6%-os eredményével.

Egy-egy esetben a 10 legvalószínűbb szót adják vissza a modellek – a BERT-
nél egy-egy konkordancia esetén sokat változik ez a top 10 szó, KenLM esetén
viszont 1-2 kontextus után „befagy”. Ezek alapján azt is megvizsgáltuk, hogy az
a helyzet áll-e a fenn, hogy egy modell kimenete „befagy”, és csak azért találja-e
el a hiányzó szót, mert elfogynak a tippek előle. Arra jutottunk, hogy KenLM
esetén, ha az első tipp top 10-ében nem volt benne a hiányzó szó, akkor csak
az esetek 1,3%-ában volt benne egy későbbi kör top 10 tippjében, BERT esetén
pedig az esetek 17,5%-ában. Jól látható tehát, hogy a BERT-nek sokat segít a
több kontextus, KenLM esetén viszont annyira kilapul a valószínűségi eloszlás,
hogy a több kontextusból már nem nyer ki több információt a hiányzó szóra
vonatkozóan.

3. ábra: Hőtérkép arról, hogy egy konkordanciához mennyi kontextus kellett
egyik-másik modellnek. A -1 azt jelenti, hogy a modell nem találta ki az adott
szót 10 kontextussal sem, a címben szereplő 375/1000 pedig azt jelenti, hogy 1000
10 kontextus–szó pár esetén 375 olyan pár volt, ahol legalább az egyik modell
kitalálta a hiányzó szót.
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6.2. Egyoldali kontextus

Hasonlóan a kétoldali kontextushoz, az egyoldali kontextusokra is futtatunk egy-
részt a minimális kontextusméretet, másrészt pedig a kontextusok számát vizsgáló
kísérleteket.

Kontextusok minimális mérete szempontjából a két modellnél azonosak a
tapasztalataink. A modellek teljesítménye oldalfüggetlen – noha a BERT körül-
belül dupla annyi szót tudott kitalálni, mint a KenLM, mind a két modellnél
oldaltól független az eredmény: a kitalált kontextusok fele bal oldali volt, a má-
sik fele pedig jobb oldali, nagyon minimális átfedéssel. Az átfedés BERT esetén
23% (ha valamelyiket kitalálta), azaz a szavak 23%-a olyan, hogy egyaránt a bal
oldali és jobb oldali kontextusból kitalálható, a KenLM viszont oldalfüggőbb:
ott a kontextusoknak már csak a 9%-a olyan, hogy mindkét oldalról kitalálható.

4. ábra: Hőtérkép arról, hogy egy adott szóhoz mekkora kontextus kellett egyik-
másik modellnek. A -1 azt jelenti, hogy a modell nem találta ki az adott szót
10-széles kontextussal sem. Nem nagyon van átfedés a kétoldali kitalálhatóság
közt.

Az egyoldali konkordanciákat rövidebb kontextussal is megvizsgáltuk, hogy
erősebb-e a több kontextus hatása a kétoldalihoz képest, a baloldali eset látható
a 5. ábrán. Egyenletes lecsengés helyett azt látjuk, hogy a harmadik-negyedik
kontextusnál éri el a BERT teljesítménye az inflexiós pontot – azaz a BERT
szempontjából a harmadik-negyedik kontextusok adják a legtöbb információt a
hiányzó szóra nézve, utána csökken az újonnan kitaláltak száma. Mindez azt mu-
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tatja, hogy a BERT nemcsak a hosszú összefüggéseket, ezáltal a széles kontextu-
sokat tudja jól kihasználni, hanem a több kontextusból érkező plusz információt
is.

5. ábra: Hőtérkép arról, hogy egy konkordanciához mennyi kontextus kellett
egyik-másik modellnek. A -1 azt jelenti, hogy a modell nem találta ki az adott
szót 10 kontextussal sem. Látható, hogy amit a KenLM kitalál, azt a BERT is.

7. Összegzés

A MorphoLogic Kft. Nyelvi játék © elvei mentén létrehoztunk egy platformot,
amelyben teljesen reprodukálható módon hasonlíthatóak össze a különböző elmé-
letekre épülő nyelvmodellek, és az emberi gondolkodás is vizsgálható különböző
méretű környezeteken, valamint az eredeti játék funkciójára is alkalmas. Az ere-
detileg egyszemélyes játék gépi ellenféllel is játszható, valamint a FastText modell
által a tippelt és a helyes szó közötti hasonlóság is megjelenik, segítve a játékost
a további tippek megtételében. A kód és az adatbázis független a MorphoLogic
Kft. implementációjától és szabadon elérhető9.
9 A kódok és az adatbázis előállításának lépései elérhetők LGPL 3.0 li-

cenc alatt: https://github.com/ELTE-DH/word-guessing-game és https:
//github.com/ELTE-DH/BERTfluff. A játék kipróbálható itt: https:
//word-concordance-game.herokuapp.com/. Valamint az igekötős verzió itt:
https://prev-guessing-game.herokuapp.com/
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A mérési eredményeink bemutatják az egyes modellek korlátait: a kontextus-
független szóbeágyazások nem alkalmasak a játék céljaira, de jól használhatóak a
tippek analogikus hasonlóságának számszerűsítésére. A vizsgált n-gram modell a
trigramoknál nagyobb környezeten nem volt képes javítani a tippjein, miközben
a BERT alapú modell lassú lecsengéssel tovább javult. A fejlettebb kontextus-
függő szóbeágyazások esetén alig, míg az n-gramok esetén egyáltalán nem voltak
képesek a modellek a többi példa figyelembe vételével javítani a kezdeti tippjei-
ken. A jobb- és bal oldali szószomszédság vitájában fej-fej melletti eredmények
születtek, és érdekes módon az oldalak között kevés volt az átfedés: ha az egyik
oldali környezet ki tudta találni a modell a szót, a másikon szinte alig.

A problémakör ismertetett számos meglepő eredménye nem merítette ki a
platform által megvalósítható kísérletek tárházát, így az szabadon tovább vizs-
gálható. A cikkünkben nem vizsgáltuk, hogy az emberi elemző miként reagál
azokra az esetekre, amelyek a gépi nyelvmodellnek könnyen mentek vagy nehéz-
séget okoztak. A későbbiekben ez terveink között szerepel, hogy megállapíthas-
suk, hogy a mesterséges intelligencia ebben a játékban is legyőzi-e az embert,
vagy az emberek nyelvi intuíciója a jelenlegi technológiai fejlettség mellett még
nem modellezhető maradéktalanul.

Köszönetnyilvánítás

A szerzők köszönetet mondanak a MorphoLogic Kft. egykori munkatársainak,
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köszönni a BME MOKK egykori munkatársainak és Nemeskey Dávidnak, hogy
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